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Outline

• Exploratory analysis of historical malaria 
surveillance data (Wimberly et al., 2012, Tropical 
Medicine and International Health)

• Time series analysis of climatic influences on 
historical malaria cases using remotely‐sensed 
data (Midekisa et al, 2012, Malaria Journal)

• Remotely‐sensed environmental risk factors for 
malaria oubreaks (Wimberly et al., 2012, 
Proceedings of the International Congress on 
Environmental Modelling and Software)
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Study Area: Amhara
Region of Ethiopia

• Size: 157,000 km2 (78% of SD)
• Population: > 18 million 

(2,234% of SD)
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Background – Epidemic Malaria
• Malaria is a leading public 
health problem in sub‐
Saharan Africa

• Ethiopia
– More than 2/3 of the 
population at risk

– 9‐15 million malaria cases 
per year

• Epidemic versus endemic 
malaria
– 114,000 deaths during the 
last major epidemic in 
Ethiopia (2003)
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Background – Disease Forecasting
• Public health strategies for 
disease control and 
prevention

• Challenge of planning for 
disease epidemics and other 
“unpredictable” events
– Risk of not responding 
– Risk of overresponding

• Importance of accurately 
forecasting future disease 
outbreaks
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Exploratory Analysis of 
Malaria Surveillance Data
• Are different malaria 

surveillance variables (e.g., 
clinically diagnosed versus 
confirmed malaria cases) 
correlated with one another?

• Temporal patterns – how does 
malaria risk vary over time?

• Spatial patterns – how are 
malaria cases distributed in 
space?

• Spatio‐temporal patterns 
(synchrony) – are malaria 
outbreaks entirely local, or are 
they synchronized across larger 
areas?  Wimberly et al. (2012) Spatial synchrony of 

malaria outbreaks in a highland region of 
Ethiopia. Tropical Medicine and International 
Health. 17: 1192‐1201.

9/25/2012 Michael C. Wimberly, South Dakota State University 6



Outpatient Malaria Cases
Total number of cases from Sept‐Dec
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Proportion of outpatients 
diagnosed with malaria 
(POM) displayed as a series 
of choropleth maps

Statistical tests confirmed 
significant spatial clustering 
(positive spatial 
autocorrelation) of POM in 
most years 
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Spatial Synchrony

• Positive spatial synchrony 
at distances out to 300 km 
(and possibly longer)

• Confirms spatial structure 
in the interannual
variability of malaria 
incidence

• Provides indirect evidence 
of a linkages between 
climatic anomalies and 
malaria risk
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Remotely‐sensed metrics 
of climatic variability
• Are remotely sensed 

variables significantly 
associated with temporal 
patterns of malaria risk? 

• What are the temporal lags 
at which each 
environmental variable is 
associated with malaria risk? 

• Does the addition of remote 
sensing covariates improve 
time series model fits 
compared to models based 
only on historical case data? Midekisa et al. (2012) Remote sensing‐based 

time series models for malaria early warning 
in the highlands of Ethiopia. Malaria Journal 
11: 165.
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• Woreda‐level 
summaries of climatic 
variables and 
surveillance data

• Time Series Analysis
• Monthly Environmental 
Metrics and Case data
– Seasonality
– Interannual Variability
– Trend
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Independent Variables – Land Surface 
Temperature (LST)

• Temperature of the 
earth’s surface

• Sensitive to both air 
temperature and land 
cover

• MODIS Terra
• 8‐day temporal 
resolution, 1 km 
spatial resolution MODIS Terra land surface 

temperature (red=warm, blue=cool)
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Independent Variables –
Normalized Difference 
Vegetation Index (NDVI)

• Indicator of actively 
photosynthesizing 
vegetation

• Sensitive to a variety of 
environmental factors

• MODIS Terra/Aqua 
BRDF‐corrected 
reflectance

• 8‐day temporal 
resolution, 1 km spatial 
resolution

Source: EU Global Climate Change Alliance
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Independent Variables – Rainfall

• Tropical Rainfall 
Monitoring Mission 
(TRMM)

• Synthesizes multiple 
data sources to 
estimate rainfall

• 1‐day (8‐day) temporal 
resolution, 0.25o
spatial resolution

• Data Accessed via 
Giovanni using TOVAS

TRMM rainfall average for the last 30 
days, August 12, 2011
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Independent Variables – Actual 
Evapotranspiration (ETa)

• Sensitive to soil moisture 
availability

• Modeled using the 
simplified surface energy 
balance method developed 
by Dr. Gabriel Senay

• 8‐day temporal resolution, 
1 km spatial resolution
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Approaches to Time Series Analysis

• Monthly Differencing
– Trend removal

• Seasonal Differencing
– Seasonality removal

• Lagged associations with environment variables
– How will temperature and precipitation fluctuations 
during the current time period influence malaria risk 
during future time periods

• Autoregression
– Lagged associations with malaria cases in preceding 
months

9/25/2012 Michael C. Wimberly, South Dakota State University 16



Observed, Fitted, and Predicted Malaria 
Cases for 6 of the 12 Woredas Studied
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Summary of Results
• Temperature, precipitation, and evapotranspiration 

anomalies in a given month influence malaria risk in future 
months

• The influences of the remotely sensed climatic variables 
were consistent across sites
– Shorter for temperature (1 month)
– Longer for precipitation and other moisture variables (2‐3 

months)
• Models fit was improved by incorporating remotely‐sensed 

environmental variables in to the models
• Models had relatively high forecasting accuracy, but only if 

lagged case data was used to make the predictions 
(autoregressive term)
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Remotely‐Sensed 
Environmental Risk 
Factors
• Identify environmental risk 

factors associated with 
malaria outbreaks using 
satellite remote sensing
– Focus on the main malaria 

season (Sept‐Dec)
– Predict interannual

variability in malaria risk
– Are remotely sensed 

environmental anomalies 
earlier in the calendar year 
(Jan‐Aug) associated with 
increased malaria risk at 
the end of the year?

Wimberly et al. (2012). A computer system for 
forecasting malaria epidemic risk using 
remotely‐sensed environmental data . 
Proceedings of the International Congress on 
Environmental Modelling and Software. Leipzig, 
Germany, July 1‐5. 

9/25/2012 Michael C. Wimberly, South Dakota State University 19



Seasonality of Malaria
Outpatient Cases from Four Woreda
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Dependent Variable – Relative Risk

•

•

•
•

– = Number of outpatient cases from September‐
December

– = Population at risk
– indexes woreda,  indexes years
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Environmental Anomalies: Deviation 
Formula

•

– = Remote Sensing Index
– indexes woreda,  indexes years

Years

Woreda
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Environmental Anomalies – Correlations 
with Sept‐Dec Malaria Relative Risk

1 33 65 97 137 177 217 257 297

(A) TRMM Rainfall

-0
.4

0.
0

0.
4

1 33 65 97 137 177 217 257 297

(B) NDVI

-0
.3

-0
.1

0.
1

0.
3

1 33 65 97 137 177 217 257 297

(C) Land Surface Temperature

-0
.3

-0
.1

0.
1

0.
3

1 33 65 97 137 177 217 257 297

(D) Actual Evapotranspiration

-0
.4

-0
.2

0.
0

0.
2S

pe
ar

m
an

 C
or

re
la

tio
n

Day of Year
9/25/2012 Michael C. Wimberly, South Dakota State University 24



• Prior to the peak malaria 
season (January‐August)
– Higher than average 
rainfall in February

– Lower than average 
rainfall/higher 
temperature in June

– Higher than average 
rainfall in September

• Meteorological “trigger 
points” that set the stage 
for upcoming epidemics
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Models of Relative Risk Based on Environmental 
Anomalies Prior to the Start of the Rainy Season
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Predicted Relative Risk
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Next Steps
• Continue to update and refine 

models for malaria risk 
mapping and forecasting

• Develop new remote sensing 
products for mapping surface 
water

• Improve automation of 
remote sensing data 
processing

• Devise tools and techniques 
for integrating disease 
surveillance and 
environmental monitoring
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Proposed 
EPIDEMIA System

Epidemic Prognosis Incorporating Disease and Environmental 
Monitoring for Integrated Assessment (EPIDEMIA) 

Online Data 
Repositories
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